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Рассматривается задача селекции объектов обучающей выборки и анализа то-
го, как селекция влияет на локальную структуру данных. Предлагается алгоритм
ENRS (Enemy-Neighbor Relation Selection), в котором решение об удалении объекта
принимается на основе его отношений с ближайшими объектами противоположного
класса и с объектами своего класса, в сферы влияния которых он попадает. Для
описания локальной структуры выборки используется признак, формируемый по
составу 𝑘 ближайших соседей объекта, и показатель устойчивости этого признака;
совокупность значений показателя при различных 𝑘 представляет выборку как ме-
таобъект в унифицированном пространстве. Предложен способ оценки сохранения
локальной структуры, основанный на сравнении редуцированной выборки со слу-
чайными подвыборками того же объёма и классового состава; взаимное сходство
редуцированных выборок оценивается с помощью корреляционного анализа их про-
филей устойчивости и метода главных компонент. Вычислительные эксперименты
проведены на наборе данных German Credit и пяти других наборах репозитория UCI,
выполнено сравнение с методами селекции CNN, ENN и Tomek Links. Установлено,
что на наборах German Credit и Pima выборки, полученные алгоритмом ENRS, от-
личаются от случайных подвыборок меньшей однородностью окрестностей объектов
по классам, а степень этого отличия зависит от параметра алгоритма; точность клас-
сификации на выборках ENRS не превышает точности на случайных подвыборках
того же объёма. Предложенный подход позволяет отделить изменения локальной
структуры, вызванные отбором объектов, от изменений, обусловленных уменьшени-
ем объёма выборки, и применим для анализа любых методов селекции.
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1 Введение
Качество обучающей выборки во многом определяет качество моделей распозна-

вания образов и машинного обучения. Даже при одном и том же классификаторе
точность и устойчивость решения зависят от того, содержит ли обучающее множе-
ство избыточные, шумовые или пограничные объекты. Поэтому селекция объектов
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(instance selection, prototype selection) — выбор подмножества обучающей выборки,
на котором классификатор работает не хуже, чем на всей выборке, — давно является
самостоятельным направлением исследований [1–6].

Классические методы делятся на конденсирующие, которые оставляют объек-
ты вблизи границ классов и удаляют внутренние (CNN [1], IB-алгоритмы [4]), ре-
дактирующие, которые удаляют шумовые и пограничные объекты (ENN [2], Tomek
Links [3]), и гибридные (DROP [5], ICF [7]). Систематические обзоры и сравнения
этих методов приведены в [6–8]. Как показывают обзоры [6, 8], большинство подхо-
дов оценивается по двум критериям: степени редукции и точности классификации
на редуцированной выборке. Развитие направления связано с методами на основе ло-
кальных множеств [9, 10], методами линейной сложности для больших данных [11],
селекцией для SVM [12] и многокритериальными эволюционными методами [13].

Гораздо меньше изучен вопрос о том, как селекция меняет локальную структуру
данных — соотношение классов в окрестностях объектов. Две выборки одинакового
объёма и с одинаковой точностью классификации могут иметь разную локальную
организацию. Кроме того, при оценке любого метода селекции нужно отделять эф-
фект собственно отбора объектов от эффекта уменьшения объёма выборки: часть
изменений структурных характеристик возникает уже при случайном прорежива-
нии.

В работах [14–16] предложен аппарат описания обучающей выборки через устой-
чивость признаков, сформированных по отношениям объектов, и понятие выборки
как метаобъекта в унифицированном признаковом пространстве. В настоящей рабо-
те этот аппарат используется для анализа редуцированных выборок. Вклад работы
состоит в следующем:
1. предложен алгоритм селекции ENRS, дано его формальное описание в виде псев-

докода, доказана завершимость и получена оценка сложности;
2. предложен протокол оценки сохранения локальной структуры, в котором про-

филь устойчивости редуцированной выборки сравнивается с распределением
профилей случайных подвыборок того же объёма и классового состава, а также
с профилями выборок, полученных методами CNN, ENN и Tomek Links; приво-
дятся оценки статистической значимости;

3. выполнено экспериментальное сравнение ENRS с указанными методами и со слу-
чайной селекцией по степени редукции и точности классификации на шести на-
борах данных.

Признак, построенный по составу 𝑘 ближайших соседей, показатель устойчиво-
сти (3) и понятие метаобъекта заимствованы из [14, 15] и в работе не претендуют на
новизну.

2 Связь с предшествующими работами
В [14] обучающее множество строится через цензурирование выборки: выделя-

ются шумовые и граничные объекты, а отбор эталонов управляется коэффициентом
регуляризации 𝜆 ∈ (0, 1), определяющим относительный отступ. Основной резуль-
тат — сокращённое множество эталонов и повышение качества распознавания. В [15]
близость структур отношений объектов сравнивается на разных наборах латентных
признаков при фиксированном числе объектов; меры близости строятся по гранич-
ным объектам. В отличие от [14], в настоящей работе разнообразие редуцированных
выборок задаётся параметром 𝑞 алгоритма ENRS, а главным предметом анализа
является не точность классификации, а изменение локальной структуры после се-
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лекции. В отличие от [15], сравниваются выборки разного объёма, но в одном и том
же признаковом пространстве; переход к профилям устойчивости {𝑔𝑘} позволяет
сравнивать такие выборки как векторы одинаковой размерности.

Алгоритм ENRS использует понятия, близкие к понятию локального множе-
ства [7, 9]: локальное множество объекта — это объекты его класса, лежащие ближе
ближайшего объекта противоположного класса. На этом понятии основаны методы
ICF [7] и LSSm, LSBo [9]. В ENRS используются те же сферы, но иной порядок
просмотра объектов и иное правило удаления (разд. 3).

3 Постановка задачи и алгоритм ENRS
Пусть задана обучающая выборка 𝐸0 = {𝑆1, . . . , 𝑆𝑚}, разбитая на два непере-

секающихся класса 𝐾1 и 𝐾2, и функция расстояния 𝜌(𝑆𝑖, 𝑆𝑗). Требуется построить
редуцированные выборки 𝐷 ⊂ 𝐸0 при разных значениях управляющего параметра 𝑞
и оценить, насколько они сохраняют локальную структуру выборки 𝐸0.

Для каждого объекта 𝑆𝑖 ∈ 𝐸0 из класса 𝐾𝑡 определим:
– 𝑟(𝑆𝑖) = min

𝑆𝑗 /∈𝐾𝑡

𝜌(𝑆𝑖, 𝑆𝑗) — расстояние до ближайшего объекта противоположного

класса (радиус сферы влияния);
– 𝑐(𝑆𝑖) = |{𝑆𝑗 ∈ 𝐾𝑡 ∖ {𝑆𝑖} : 𝜌(𝑆𝑖, 𝑆𝑗) < 𝑟(𝑆𝑖)}|— число объектов своего класса внутри

сферы влияния;
– 𝑧(𝑆𝑖, 𝑞) — расстояние от 𝑆𝑖 до его 𝑞-го ближайшего соседа (любого класса, сам

объект не учитывается);

– 𝑑(𝑆𝑖) =
|𝑧(𝑆𝑖, 𝑞)− 𝑟(𝑆𝑖)|
𝑧(𝑆𝑖, 𝑞) + 𝑟(𝑆𝑖)

, при 𝑧(𝑆𝑖, 𝑞) + 𝑟(𝑆𝑖) = 0 полагается 𝑑(𝑆𝑖) = 0.

Величина 𝑑(𝑆𝑖) ∈ [0, 1] мала, если 𝑞-й сосед объекта находится примерно на том
же расстоянии, что и ближайший объект противоположного класса. Параметр 𝑞 ис-
пользуется только в 𝑧(𝑆𝑖, 𝑞); для числа соседей при построении признака в разд. 4
используется отдельное обозначение 𝑘.

Объекты просматриваются в порядке возрастания 𝑑(𝑆𝑖). Для очередного объекта
𝑆𝑖 из класса 𝐾𝑡 строится множество

𝐿(𝑆𝑖) = {𝑆𝑗 ∈ 𝐷 ∩𝐾𝑡 : 𝑆𝑗 ̸= 𝑆𝑖, 𝜌(𝑆𝑗, 𝑆𝑖) < 𝑟(𝑆𝑗), 𝑐(𝑆𝑗) > 1} , (1)

т. е. объектов своего класса, в сферу влияния которых попадает 𝑆𝑖 и в сфере которых,
кроме 𝑆𝑖, есть ещё хотя бы один объект своего класса. Правила алгоритма таковы:
– если |𝐿(𝑆𝑖)| = 0, объект 𝑆𝑖 не лежит ни в одной «непустой» сфере своего класса

и сохраняется;
– если |𝐿(𝑆𝑖)| = 1, объект 𝑆𝑖 представлен единственной сферой и удаляется как

избыточный;
– если |𝐿(𝑆𝑖)| > 1, объект 𝑆𝑖 лежит на пересечении нескольких сфер и сохраняется

как их общий представитель; счётчики 𝑐(𝑆𝑗) всех 𝑆𝑗 ∈ 𝐿(𝑆𝑖) уменьшаются на
единицу, а объекты 𝑆𝑗, у которых после этого 𝑐(𝑆𝑗) = 1, удаляются: их сфера уже
представлена объектом 𝑆𝑖.

Каждый объект рассматривается в качестве кандидата не более одного раза. Фор-
мально это описано в алгоритме 1.

В исходной формулировке алгоритма объект после просмотра «блокировался»
заменой 𝑑(𝑆𝑖) на −𝑑(𝑆𝑖), после чего очередь упорядочивалась заново. Поскольку 𝑟,
𝑧 и 𝑑 вычисляются один раз по исходной выборке 𝐸0 и в ходе работы не меняют-
ся, повторное упорядочивание даёт тот же порядок, и алгоритм 1 ему эквивален-
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Алгоритм 1 ENRS

Вход: выборка 𝐸0 = {𝑆1, . . . , 𝑆𝑚} с метками классов, функция 𝜌, параметр 𝑞
Выход: редуцированная выборка 𝐷 и множество удалённых объектов 𝑅
1: вычислить 𝑟(𝑆𝑖), 𝑐(𝑆𝑖), 𝑧(𝑆𝑖, 𝑞), 𝑑(𝑆𝑖) для всех 𝑆𝑖 ∈ 𝐸0

2: 𝐷 ← 𝐸0, 𝑅← ∅
3: упорядочить 𝐸0 по возрастанию 𝑑(𝑆𝑖) (при равенстве — по возрастанию индекса):
𝑆𝜋(1), . . . , 𝑆𝜋(𝑚)

4: для 𝑙 = 1, . . . ,𝑚
5: 𝑆𝑖 ← 𝑆𝜋(𝑙)

6: если 𝑆𝑖 /∈ 𝐷 то
7: перейти к следующему 𝑙
8: конец если
9: построить 𝐿(𝑆𝑖) по формуле (1)

10: если |𝐿(𝑆𝑖)| = 1 то
11: 𝐷 ← 𝐷 ∖ {𝑆𝑖}, 𝑅← 𝑅 ∪ {𝑆𝑖}
12: иначе если |𝐿(𝑆𝑖)| > 1 то
13: для всех 𝑆𝑗 ∈ 𝐿(𝑆𝑖)
14: 𝑐(𝑆𝑗)← 𝑐(𝑆𝑗)− 1
15: если 𝑐(𝑆𝑗) = 1 то
16: 𝐷 ← 𝐷 ∖ {𝑆𝑗}, 𝑅← 𝑅 ∪ {𝑆𝑗}
17: конец если
18: конец для
19: конец если
20: конец для
21: вернуть 𝐷, 𝑅

тен. Явный однократный проход устраняет и неоднозначность исходной записи при
𝑑(𝑆𝑖) = 0, когда замена знака не блокирует объект.
Утверждение 1. Алгоритм 1 завершается не более чем за 𝑚 итераций внешнего
цикла. При заданной матрице расстояний его трудоёмкость составляет 𝑂(𝑚2) опера-
ций и 𝑂(𝑚2) памяти; с учётом вычисления матрицы расстояний для 𝑝 признаков —
𝑂(𝑚2𝑝).

Доказательство. Внешний цикл перебирает фиксированную перестановку 𝜋 объек-
тов 𝐸0, поэтому число его итераций равно 𝑚, и каждый объект рассматривается как
кандидат не более одного раза. Вычисление 𝑟 и 𝑐 требует 𝑂(𝑚2) операций, 𝑧(𝑆𝑖, 𝑞) —
𝑂(𝑚) на объект при поиске 𝑞-й порядковой статистики, сортировка по 𝑑—𝑂(𝑚 log𝑚).
На каждой итерации построение 𝐿(𝑆𝑖) и коррекция счётчиков требуют 𝑂(𝑚) опера-
ций, что в сумме даёт 𝑂(𝑚2).

Следует подчеркнуть две особенности алгоритма. Во-первых, радиусы 𝑟, рассто-
яния 𝑧 и величины 𝑑 не пересчитываются после удалений: они описывают геометрию
исходной выборки, а счётчики 𝑐 корректируются только по правилу |𝐿| > 1. Это
упрощение сохраняет квадратичную сложность. Во-вторых, параметр 𝑞 влияет на
результат только через порядок просмотра объектов. Поэтому степень редукции не
является монотонной функцией 𝑞 и непосредственно этим параметром не управля-
ется (см. табл. 1); параметр 𝑞 определяет главным образом состав редуцированной
выборки.
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4 Признак и показатель устойчивости
Пусть 𝑉 — рассматриваемая выборка (исходная или редуцированная), ℎ = |𝑉 |,

а |𝐾𝑉
1 | и |𝐾𝑉

2 | — число объектов каждого класса в 𝑉 . Для каждого 𝑆 ∈ 𝑉 найдём
𝑘 ближайших соседей в 𝑉 (сам объект не учитывается) и обозначим через 𝑖(𝑆) ∈
{0, 1, . . . , 𝑘} число объектов класса 𝐾1 среди них. Значение признака 𝜇(𝑆) = 𝑖(𝑆) +
+ 1 ∈ {1, . . . , 𝑘 + 1}; признак является порядковым. Пусть 𝑑1𝑘(𝜇) и 𝑑2𝑘(𝜇) — число
объектов классов 𝐾1 и 𝐾2 со значением признака 𝜇, 𝑛(𝜇) = 𝑑1𝑘(𝜇) + 𝑑2𝑘(𝜇), 𝑀𝑘 =
= {𝜇 : 𝑛(𝜇) > 0}. Для 𝜇 ∈ 𝑀𝑘 функция принадлежности градации к классу 𝐾1 с
учётом численности классов вычисляется по формуле [14, 15]

𝑓𝑘(𝜇) =
𝑑1𝑘(𝜇)/|𝐾𝑉

1 |
𝑑1𝑘(𝜇)/|𝐾𝑉

1 |+ 𝑑2𝑘(𝜇)/|𝐾𝑉
2 |
, (2)

а устойчивость признака — по формуле

𝑔𝑘 =
1

ℎ

∑︁
𝜇∈𝑀𝑘

𝑛(𝜇) max
{︀
𝑓𝑘(𝜇), 1− 𝑓𝑘(𝜇)

}︀
. (3)

Градации с 𝑛(𝜇) = 0 в (3) вклада не дают, поэтому 𝑓𝑘(𝜇) для них не определя-
ется. Величина 𝑔𝑘 ∈ [0,5; 1] тем больше, чем лучше значения признака разделяют
классы, т. е. чем более однородны по классам окрестности объектов. Вектор 𝐺(𝑉 ) =
= (𝑔3, . . . , 𝑔32) будем называть профилем устойчивости выборки 𝑉 ; он описывает 𝑉
как метаобъект в унифицированном 30-мерном пространстве независимо от объёма
выборки и исходного набора признаков.

Для одной выборки объёма ℎ порядок случайной погрешности 𝑔𝑘 можно оценить
как

√︀
𝑔𝑘(1− 𝑔𝑘)/ℎ; при ℎ ≈ 550 и 𝑔𝑘 ≈ 0,65 это около 0,02. Кроме того, 𝑔𝑘 зависит

от объёма и классового состава выборки. Поэтому сравнение «сырых» значений 𝑔𝑘
разных выборок недостаточно, и в работе используется следующий протокол.
1. Для редуцированной выборки 𝑉 строится 𝐵 = 200 случайных подвыборок 𝐸0 с

тем же числом объектов каждого класса, что и в 𝑉 , и вычисляются их профили.
2. Для каждого 𝑘 находится 95%-й интервал значений 𝑔𝑘 на случайных подвыбор-

ках; для среднего 𝑔(𝑉 ) = 1
30

∑︀
𝑘 𝑔𝑘 вычисляется эмпирический уровень значимо-

сти 𝑝 = (1 + #{𝑏 : 𝑔𝑏 ⩽ 𝑔(𝑉 )})/(𝐵 + 1).
3. Профили сравниваются коэффициентами корреляции Пирсона, вычисленными

как по исходным профилям, так и после удаления линейного тренда по 𝑘, по-
скольку общий рост 𝑔𝑘 с увеличением 𝑘 даёт положительную корреляцию любых
профилей.

4. Метод главных компонент [17] применяется к профилям для наглядного пред-
ставления взаимного расположения метаобъектов и не рассматривается как неза-
висимое подтверждение корреляционного анализа, поскольку строится по тем же
данным.

5 Вычислительный эксперимент

Данные и предобработка
Основной набор данных — Statlog (German Credit Data) [18]: 1000 объектов, 700

в классе 𝐾1 («хороший заёмщик») и 300 в классе 𝐾2, 20 признаков, из которых 7
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количественных и 13 категориальных. Для сравнения методов селекции использо-
ваны ещё пять наборов из репозитория UCI: Pima Indians Diabetes [19] (768 объ-
ектов, 8 признаков), Ionosphere [20] (351, 33; постоянный второй признак исклю-
чён), Sonar [21] (208, 60), Breast Cancer Wisconsin (Diagnostic, WDBC) [22] (569, 30)
и Banknote Authentication [23] (1372, 4).

Расстояние между объектами — гетерогенная метрика HEOM [24]: количествен-
ные признаки нормируются на размах, для категориальных используется расстояние
0 при совпадении значений и 1 иначе, а итоговое расстояние равно корню из суммы
квадратов покомпонентных расстояний. Для наборов только с количественными при-
знаками HEOM совпадает с евклидовым расстоянием после нормировки признаков
на [0, 1]. При равенстве расстояний соседи упорядочиваются по индексу. Вычисления
выполнены на Python с использованием NumPy, SciPy и scikit-learn [25]; реализации
CNN, ENN (𝑘 = 3) и Tomek Links (удаляются оба объекта каждой связи) выполнены
по [1–3].

Редуцированные выборки German Credit
Алгоритм ENRS применялся ко всей выборке 𝐸0 при 𝑞 ∈ {7, 32, 57, 82, 107}; по-

лученные выборки обозначены 𝑉7, . . . , 𝑉107. Их объёмы и состав приведены в табл. 1.
ENRS сохраняет 54–60% объектов и сильнее сокращает класс 𝐾1 (до 45–53%), чем
класс 𝐾2 (75%). Наибольшая редукция достигается при 𝑞 = 7; при 𝑞 ⩾ 32 объёмы
почти совпадают, а выборки сильно пересекаются (коэффициент Жаккара между
𝑉32, . . . , 𝑉107 равен 0,92–0,98, между 𝑉7 и остальными — 0,77–0,78). Время работы
ENRS при готовой матрице расстояний составляет около 0,02 с. При 𝑞 = 7 из 916
просмотренных объектов 162 удалены по правилу |𝐿| = 1, 299 — как объекты 𝑆𝑗 по
правилу |𝐿| > 1, для 319 объектов 𝐿 = ∅.

Таблица 1 Редуцированные выборки German Credit и их средняя устойчивость
Выборка ℎ |𝐾𝑉

1 |/|𝐾𝑉
2 | Доля, % 𝑔 𝑔 случ. подвыб. 𝑝

𝐸0 1000 700/300 100 0,681 — —
𝑉7 539 315/224 53,9 0,619 0,677± 0,013 0,005
𝑉32 583 359/224 58,3 0,646 0,678± 0,013 0,020
𝑉57 596 369/227 59,6 0,654 0,678± 0,012 0,030
𝑉82 596 369/227 59,6 0,657 0,676± 0,013 0,080
𝑉107 593 369/224 59,3 0,655 0,678± 0,013 0,025

CNN 487 296/191 48,7 0,566 — —
ENN 726 606/120 72,6 0,859 — —
Tomek Links 898 649/249 89,8 0,710 — —

Примечание. 𝑔 — среднее значение 𝑔𝑘 по 𝑘 = 3, . . . , 32; для случайных подвыборок того
же объёма и состава указаны среднее и стандартное отклонение по 𝐵 = 200 повторениям;
𝑝 — эмпирический уровень значимости того, что 𝑔 случайной подвыборки не превосходит 𝑔
выборки ENRS.

Профили устойчивости
Значения 𝑔𝑘 для отдельных 𝑘 приведены в табл. 2, полные профили — на рис. 1.

Для всех выборок, кроме CNN и ENN, 𝑔𝑘 растёт с увеличением 𝑘 (коэффициент
корреляции с 𝑘 от 0,59 для 𝑉57 до 0,84 для 𝑉7). Профили случайных подвыборок
близки к профилю 𝐸0: уменьшение объёма почти вдвое само по себе не меняет сред-
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нюю устойчивость (табл. 1), а разброс профилей случайных подвыборок составляет
около 0,015 при каждом 𝑘.

Таблица 2 Значения устойчивости 𝑔𝑘 на исходной и редуцированных выборках German
Credit

Выборка 𝑘

3 5 8 10 15 20 25 32

𝐸0 0,642 0,654 0,668 0,678 0,689 0,692 0,683 0,696
𝑉7 0,568 0,601 0,607 0,604 0,605 0,627 0,629 0,633
𝑉32 0,586 0,623 0,644 0,645 0,637 0,639 0,653 0,662
𝑉57 0,600 0,636 0,647 0,657 0,657 0,644 0,664 0,674
𝑉82 0,601 0,640 0,657 0,671 0,667 0,653 0,670 0,676
𝑉107 0,593 0,634 0,660 0,668 0,657 0,657 0,667 0,668
Случ. (ℎ = 539) 0,645 0,660 0,673 0,674 0,675 0,681 0,683 0,689
CNN 0,655 0,617 0,547 0,534 0,546 0,548 0,565 0,587
ENN 0,915 0,891 0,874 0,847 0,862 0,856 0,858 0,857
Tomek Links 0,702 0,701 0,704 0,702 0,703 0,715 0,714 0,718

Примечание. Строка «Случ.» — среднее по 200 случайным подвыборкам объёма и состава
𝑉7; стандартное отклонение при каждом 𝑘 равно 0,015–0,019.
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Рис. 1 Профили устойчивости 𝑔𝑘 выборок German Credit: а) исходная выборка 𝐸0, выборки
ENRS 𝑉7, . . . , 𝑉107 и 95 %-я полоса значений 𝑔𝑘 для случайных подвыборок того же объёма
и состава; б) 𝐸0 и выборки, полученные методами CNN, ENN и Tomek Links.

Все выборки ENRS имеют меньшую устойчивость, чем случайные подвыборки
того же объёма и состава. Для 𝑉7 значения 𝑔𝑘 лежат ниже 95%-го интервала слу-
чайных подвыборок при всех 30 значениях 𝑘, для 𝑉32 — при 16, 𝑉57 — при 10, 𝑉107 —
при 6, 𝑉82 — при 2. Различие средних значений значимо на уровне 0,05 для всех
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выборок, кроме 𝑉82 (табл. 1). Таким образом, ENRS, как и CNN, удаляет преимуще-
ственно объекты, окрестности которых однородны по классам, и сохраняет объекты
зон пересечения классов; ENN и Tomek Links, наоборот, удаляют пограничные объ-
екты и повышают 𝑔𝑘. Наибольшее изменение локальной структуры даёт выборка 𝑉7,
которая одновременно является и наименьшей по объёму, однако отличие её объёма
от остальных выборок ENRS (539 против 583–596) мало по сравнению с отличием
её профиля: случайные подвыборки объёма 539 сохраняют профиль 𝐸0 (табл. 2).
Следовательно, отличие 𝑉7 вызвано составом отобранных объектов, а не степенью
редукции.

Корреляционный анализ и метод главных компонент
Коэффициенты корреляции между профилями выборок ENRS приведены в

табл. 3. Без удаления тренда все корреляции значимы (𝑝 < 0,001) и велики (0,64–
0,95), что в значительной мере объясняется общим ростом 𝑔𝑘 с увеличением 𝑘. После
удаления линейного тренда корреляции между 𝑉32, 𝑉57, 𝑉82, 𝑉107 остаются высоки-
ми (0,79–0,93, 𝑝 < 10−6), а корреляции 𝑉7 с остальными снижаются до 0,34–0,45 (𝑝
от 0,012 до 0,065). Следует учитывать, что соседние значения профиля не незави-
симы (автокорреляция остатков с лагом 1 составляет 0,6–0,7 для 𝑉32, . . . , 𝑉107), по-
этому приведённые 𝑝-значения являются заниженными. Высокое сходство профилей
𝑉32, . . . , 𝑉107 согласуется и с тем, что сами эти выборки на 92–98% совпадают по
составу.

Таблица 3 Коэффициенты корреляции между профилями устойчивости выборок ENRS:
над диагональю — по исходным профилям, под диагональю — после удаления линейного
тренда по 𝑘

𝑉7 𝑉32 𝑉57 𝑉82 𝑉107

𝑉7 1 0,745 0,642 0,675 0,704
𝑉32 0,451* 1 0,913 0,891 0,909
𝑉57 0,341 0,866* 1 0,952 0,867
𝑉82 0,365* 0,817* 0,926* 1 0,901
𝑉107 0,421* 0,845* 0,792* 0,839* 1

Примечание. Все коэффициенты над диагональю значимы при 𝑝 < 0,001; знаком * отмечены
коэффициенты под диагональю, значимые при 𝑝 < 0,05 (без поправки на автокорреляцию).

На рис. 2 показано расположение метаобъектов в пространстве первых двух глав-
ных компонент, построенных по профилям всех выборок, включая 1000 случайных
подвыборок. Первая компонента объясняет 73,5% дисперсии и практически совпа-
дает с общим уровнем устойчивости 𝑔, вторая — 7,1%. Выборки 𝑉32, . . . , 𝑉107 распо-
ложены на краю облака случайных подвыборок, 𝑉7 — за его пределами, между ними
и CNN; ENN и Tomek Links смещены в противоположную сторону.

Результаты на других наборах данных
В табл. 4 тот же анализ выполнен для всех шести наборов данных (𝐵 = 100).

Снижение устойчивости по сравнению со случайными подвыборками значимо для
Pima при всех 𝑞, для German Credit при всех 𝑞, кроме 𝑞 = 82, и для WDBC при
𝑞 = 7. Для Ionosphere и Sonar различия не значимы, а для Banknote значения 𝑔𝑘
близки к 1 у всех выборок, и показатель не различает их. Следовательно, характер
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Рис. 2 Метаобъекты German Credit в пространстве первых двух главных компонент про-
филей устойчивости; серые точки — 1000 случайных подвыборок того же объёма и состава,
что и 𝑉7, . . . , 𝑉107.

изменения структуры зависит от данных, и вывод о снижении устойчивости не может
быть перенесён на все наборы без проверки.

Таблица 4 Средняя устойчивость 𝑔 выборок ENRS и (в скобках) среднее 𝑔 случайных
подвыборок того же объёма и состава
Набор 𝐸0 𝑞 = 7 𝑞 = 32 𝑞 = 57 𝑞 = 82 𝑞 = 107

German 0,681 0,619 (0,676)* 0,646 (0,678)* 0,654 (0,676)* 0,657 (0,676) 0,655 (0,678)*

Pima 0,735 0,600 (0,732)* 0,681 (0,729)* 0,684 (0,733)* 0,690 (0,733)* 0,689 (0,733)*

Ionosphere 0,870 0,879 (0,834) 0,850 (0,840) 0,810 (0,832) 0,801 (0,831) 0,810 (0,832)
Sonar 0,759 0,685 (0,712) 0,727 (0,724) 0,707 (0,724) 0,697 (0,723) 0,697 (0,726)
WDBC 0,962 0,891 (0,960)* 0,956 (0,961) 0,959 (0,960) 0,959 (0,960) 0,959 (0,959)
Banknote 0,999 0,999 (0,998) 1,000 (0,995) 0,998 (0,998) 0,999 (0,998) 0,999 (0,997)

Примечание. * — 𝑔 выборки ENRS меньше, чем у случайных подвыборок, при 𝑝 < 0,05
(𝐵 = 100).

Сравнение методов селекции по точности классификации
Для оценки ENRS как метода селекции использовалась 10-кратная стратифици-

рованная перекрёстная проверка [26], повторённая 3 раза. Селекция выполнялась
только на обучающей части каждого разбиения (нормировка признаков — также по
обучающей части), затем классификатор 1-NN [27] строился по редуцированной вы-
борке и проверялся на контрольной части. Поскольку классы в ряде наборов несба-
лансированы, в табл. 5 приведена сбалансированная точность — среднее значение
полноты по двум классам — и доля сохранённых объектов. Для каждой выборки
ENRS строилась случайная подвыборка того же объёма и классового состава (столб-
цы «Случ.»). Различия ENRS и случайной селекции проверялись критерием Уил-
коксона для связанных выборок по 30 разбиениям [28].
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Таблица 5 Сбалансированная точность 1-NN (%, верхняя строка) и доля сохранённых объ-
ектов (%, нижняя строка); 3×10-кратная перекрёстная проверка

Набор Вся 𝑞 = 7 𝑞 = 57 CNN ENN Tomek
выборка ENRS Случ. ENRS Случ.

German 66,3 62,4 63,2 63,0 63,7 62,0 62,9 65,7
100 53 53 59 59 50 72 90

Pima 65,7 62,9† 66,9 62,8† 65,9 61,6 70,0 67,6
100 51 51 60 60 50 74 87

Ionosphere 82,1 80,1† 82,3 80,8 82,5 81,3 79,7 82,1
100 55 55 47 47 23 86 100

Sonar 85,5 84,0 81,2 83,3 81,5 84,4 80,7 84,7
100 46 46 56 56 31 84 99

WDBC 94,8 89,6† 93,5 93,9 95,0 92,6 95,7 95,2
100 31 31 71 71 14 97 98

Banknote 99,9 96,0† 99,8 99,4† 99,8 99,7 99,9 99,9
100 54 54 53 53 2 100 100

Примечание. † — точность ENRS значимо ниже точности случайной подвыборки того же
объёма и состава (критерий Уилкоксона, 𝑝 < 0,05). Стандартное отклонение по разбиениям
составляет 3–10 процентных пунктов (для Banknote — не более 2,5).

Результаты (табл. 5) показывают, что при сопоставимой степени редукции ENRS
не превосходит случайную селекцию. Значимое ухудшение по сравнению со случай-
ной подвыборкой наблюдается для Pima, Ionosphere, WDBC и Banknote при 𝑞 = 7
и для Pima и Banknote при 𝑞 = 57; значимых улучшений нет. С учётом всех пя-
ти значений 𝑞 и шести наборов (30 пар средних значений) точность ENRS ниже
точности случайной подвыборки в 25 случаях (критерий Уилкоксона, 𝑝 < 0,001).
Метод CNN при меньшей доле сохранённых объектов даёт сопоставимую точность.
Tomek Links сохраняет почти все объекты и точность полной выборки; ENN повы-
шает точность на наборах Pima и WDBC, но снижает её на German, Ionosphere и
Sonar. Эти результаты согласуются со структурным анализом: ENRS, по-видимому,
удаляет преимущественно объекты с однородными по классу окрестностями, но, в
отличие от CNN, не гарантирует согласованности редуцированной выборки с исход-
ной (правильной классификации всех объектов 𝐸0 по редуцированной выборке), что
может объяснять потерю точности.

6 Обсуждение и ограничения
Протокол сравнения со случайными подвыборками того же объёма и состава поз-

волил разделить два эффекта, которые при прямом сравнении профилей смеши-
ваются: изменение 𝑔𝑘 из-за уменьшения объёма и изменение из-за отбора конкрет-
ных объектов. Для German Credit первый эффект пренебрежимо мал, и снижение
устойчивости выборок ENRS следует отнести к отбору объектов. Без этой базовой
линии различия профилей нельзя интерпретировать: разброс 𝑔𝑘 между случайны-
ми подвыборками (около 0,015) сопоставим с различиями между самими выборками
𝑉32, . . . , 𝑉107.

Работа имеет ограничения. Правила удаления в ENRS эвристичны; величины 𝑟,
𝑧, 𝑑 не пересчитываются после удалений, а параметр 𝑞 не управляет степенью ре-
дукции. Показатель 𝑔𝑘 определён для двух классов и перестаёт различать выборки,
когда классы хорошо разделимы (набор Banknote). Использован один классифика-
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тор (1-NN) и одна метрика (HEOM). Вариант ENRS с пересчётом характеристик и
правилом, гарантирующим согласованность выборки, а также обобщение на много-
классовый случай являются предметом дальнейших исследований.

7 Заключение
Предложен алгоритм селекции объектов ENRS, основанный на отношениях объ-

ектов с ближайшими объектами противоположного класса; дано его формальное опи-
сание, доказана завершимость и получена оценка сложности 𝑂(𝑚2). Для анализа со-
хранения локальной структуры выборки предложен протокол, в котором профиль
устойчивости 𝑔𝑘 порядкового признака, построенного по составу 𝑘 ближайших сосе-
дей, сравнивается с профилями случайных подвыборок того же объёма и классового
состава, исходной выборки и выборок, полученных методами CNN, ENN и Tomek
Links.

На наборе German Credit все выборки ENRS (54–60% объектов) имеют мень-
шую устойчивость, чем случайные подвыборки, т. е. в них уменьшается однородность
окрестностей по классам. Сильнее всего структура меняется при 𝑞 = 7; это вызва-
но составом отобранных объектов, а не степенью редукции, которая у всех выборок
близка. Выборки при 𝑞 ⩾ 32 почти совпадают по составу и по профилям устойчиво-
сти. На шести наборах данных точность 1-NN на выборках ENRS не превышает точ-
ности на случайных подвыборках того же объёма, поэтому в нынешнем виде ENRS
не может быть рекомендован как метод сокращения выборки для повышения каче-
ства классификации. Предложенный протокол применим к любому методу селекции
и позволяет установить, сохраняет ли метод локальную структуру данных лучше
или хуже, чем случайное сокращение выборки.
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The paper considers instance selection for a training sample and the analysis of how
selection affects the local structure of the data. The ENRS (Enemy-Neighbor Relation
Selection) algorithm is proposed, in which the decision to remove an object is based on its
relations with the nearest objects of the opposite class and with same-class objects whose
spheres of influence contain it. The local structure of a sample is described by a feature
formed from the composition of the 𝑘 nearest neighbours of an object and by the stability
indicator of this feature; the set of indicator values for different 𝑘 represents the sample as
a meta-object in a unified space. A method for assessing the preservation of local structure
is proposed, based on comparing a reduced sample with random subsamples of the same
size and class composition. Computational experiments were carried out on the German
Credit data set and five other UCI data sets, and ENRS was compared with the CNN,
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ENN and Tomek Links selection methods. It is found that on the German Credit and
Pima data sets the samples produced by ENRS differ from random subsamples by a lower
class homogeneity of object neighbourhoods, that the extent of this difference depends on
the algorithm parameter, and that the classification accuracy on ENRS samples does not
exceed that on random subsamples of the same size. The proposed approach separates
changes of local structure caused by the selection of objects from those caused by the
reduction of sample size and can be applied to the analysis of any selection method.
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